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摘  要 

音乐流派分类是音乐信息检索的重要组成部分，得益于卷积神经网络在计算机视觉领域取得突破性进展，

研究人员将其应用于音乐流派分类。卷积神经网络捕获局部特征时，卷积核将所有通道视为一个整体进

行特征提取。然而，各个通道所携带的特征信息并非同等重要。因此，本文提出了通道自协调注意力，

自适应地校准特征图中不同通道对全局信息的贡献度。同时，为了解决模型过拟合问题，本文采用随机

掩蔽频谱图时频域的方法进行数据增强。实验结果表明：本文提出的模型在GTZAN数据集上取得了90.8%
准确率。 
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Abstract 
Music genre classification (MGC) is an indispensable part of music information retrieval. Because 
convolutional neural network (CNN) has made a breakthrough in computer vision, researchers 
apply it to MGC. When the CNN captures local features, the convolution kernel treats all channels 
as a whole for feature extraction, however, the feature information of each channel is not equally 
important. Therefore, this paper proposes channel self-coordinated attention (CSCA) to adaptively 
calibrate the contribution of different channels to the global information in the feature map. At the 
same time, in order to solve the model overfitting, this paper adopts the method of randomly 
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masking the time-frequency domain of the spectrogram for data augmentation. Experimental 
results show that the accuracy of our model is 90.8% on the GTZAN dataset. 
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1. 引言 

音乐流派分类是根据歌曲内容将其划分为不同音乐流派的自动化方法，对音乐信息检索、音乐推荐

等相关研究和应用具有重要意义。传统分类方法依赖于手工设计声学特征，使研究范围变得局限。深度

学习的端到端学习模式，在输入端提供原始数据，输出端生成最终结果，无需单独考虑特征设计过程，

这为音乐流派分类提供了可行、便捷的新思路。 
随着多媒体和通信技术的高速发展，数字音乐在生活中随处可见。然而，音乐资源体量也变得越来

越大，依靠人工对海量资源进行检索变得极为困难。因此，音乐信息检索[1]成为一个具有挑战性的问题。

音乐流派作为区分音乐的高级标签之一，如果能够自动根据音乐内容将音乐划分成不同流派，对音乐信

息检索会起到重要作用。由此可见，一个准确、有效的音乐流派分类系统是不可或缺的[2, 3]，其主要由

两个部分组成：1）特征提取 2）分类器模型。传统方法[4, 5]研究音乐流派分类时依赖手工制作的特征，

要求研究人员具有音乐领域的专业知识。近年来，深度学习在自然语言处理[6]和计算机视觉[7]等领域取

得了突破性进展。深度学习的优点之一在于：它提供了一种端到端学习方式，不需要额外考虑特征提取

和分类器模型。音频的低级特征[8]，如短时傅里叶变换频谱图（STFT-spectrogram）和梅尔频谱图

（Mel-spectrogram）等，与 RGB 图像相似。研究人员使用深度学习中的卷积神经网络（convolutional neural 
network，CNN）模拟识别图像的方式对频谱图进行分类。 

在音乐流派分类方向，Zhang 等人[9]提出了基于卷积神经网络结合平均池化、最大池化和跳跃连接

的方法并采用短时傅里叶变换频谱图作为输入特征，提高了音乐流派分类的识别精度。在此基础上，为

了捕获音频的时序依赖性，Choi 等人[10]提出了卷积循环神经网络（CRNN）用于音乐分类，其中卷积神

经网络提取局部特征，递归神经网络对提取的特征进行时序语义累积。深度学习研究方法大多都基于卷

积神经网络，然而其通过卷积核提取局部特征时，卷积核独立地完成对特征图中所有通道的特征信息提

取，使得卷积后特征图中通道之间产生信息隔离，然而并非所有通道的特征信息都同等重要。受挤压激

励网络等工作[11, 12]的启发，本文提出了通道自协调注意力（channel self-coordinated attention，CSCA），

其通过构造表征通道间关系的权重矩阵，对通道特征因子进行加权求和获得通道间的权重系数，自适应

校准特征图中不同通道的贡献程度。通道自协调注意力通过全局池化函数将特征图压缩成通道因子向量，

因此，本文比较了全局平均池化和全局最大池化两种池化函数的作用。权重矩阵中特征因子的非线性激

活由激活函数来执行，本文讨论了 Sigmoid、ReLU 和 Softmax 三种激活函数。值得注意的是，通道自协

调注意力为灵活替换模块、整体参数量小、不改变特征图形状，可嵌入网络的主干层。 
根据 Kahl 等人[13, 14]的研究，本文采用轻量级卷积网络 CNN-5 识别音频转换而成的频谱图，并且
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温治芳 
 

 

 

DOI: 10.63313/CS.8027 45 计算机科学辑要 
 

将通道自协调注意力嵌入网络主干层，构成基于通道自协调注意力的 CNN-5 网络，自适应地调整卷积后

特征图中不同通道对全局信息的贡献程度。此外，基于深度学习的方法需要大量数据来训练模型，依靠

误差反向传播算法不断调整模型中的参数，使得模型预测结果尽可能接近真实标签。因此，本文采用在

线时频掩蔽数据增强[15]扩充数据集，在训练过程中不增加数据集规模，并且达到数据增强效果。主要贡

献总结如下： 
（1）为了突出携带重要特征信息的通道，本文提出了通道自协调注意力自适应地校准特征图中不同

通道对全局信息的贡献度，并且讨论了全局池化函数和激活函数对注意力机制性能的影响。 
（2）为了维持数据集规模恒定并且提升模型性能，本文采用了时频掩蔽数据增强即随机掩蔽频谱图

的时频域特征。 
（3）本文采用基于通道自协调注意力的 CNN-5 网络，并对数据进行时频掩蔽增强。在 GTZAN 数

据集上的实验结果达到了 90.8%准确率。 

2. 研究方法 

如图 1 所示，模型总体结构分为三个部分，首先将歌曲经过短时傅里叶变换、时频域叠加、梅尔滤

波器组和取对数等操作后，转换成梅尔频谱图。其次，将梅尔频谱图送入基于通道自协调注意力的 CNN-5
网络，提取频谱图中特征信息，全局平均池化层将特征图压缩成一列特征向量，最后特征向量经由全连

接层，映射为十个类别的概率向量，选择预测概率最高的类别，当成输出结果。在本节中，主要介绍 CNN-5
网络、通道自协调注意力和时频掩蔽数据增强。 

 
Figure 1. Overall architecture diagram 

图 1. 总体结构图 

2.1. CNN-5 网络 

Kahl 等人发现，识别音频转换而成的频谱图时，经典结构的卷积网络比深层网络更有效，本节沿用

此思路提出了 CNN-5 网络，其由五层卷积层构成。首先采用较少通道的卷积层捕获纹理和轮廓等低级特

征，随着层数加深，增加通道数量累积深层语义信息。网络结构信息如下： 
L1：第一层卷积层由 64 个卷积核构成，感受野大小为 7×7。首层设置大感受野来捕获更大范围内

的频谱特征，接着采用最大池化完成下采样，保留池化块中显著特征信息。 
L2：第二层卷积层由 128 个卷积核构成，感受野大小为 3×3。在第二层及之后的卷积层中下调感受

野的大小，降低参数量。同时采用平均池化完成下采样，保留池化块中所有特征信息。 
L3：第三层卷积层由 256 个卷积核构成，感受野大小为 3×3。采用平均池化做下采样。 
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L4：第四层卷积层由 256 个卷积核构成，感受野大小为 3×3。采用平均池化做下采样。 
L5：第五层卷积层由 256 个卷积核构成，感受野大小为 3×3。采用全局平均池化做下采样，将单个

通道中所有特征信息，通过计算平均值的方式压缩到一个单位中，避免信息冗余同时减少全连接层时的

网络参数量。全局平均池化后特征图形状与通道数量一致。 
Batch Normalization[16]设置在每个卷积层之后, 加速网络的训练。网络采用 ReLU 函数[17]进行非线

性激活。 

2.2. 通道自协调注意力 

为了消除通道间的信息隔离，自适应地调整不同通道对特征图的重要性。本文提出了通道自协调注

意力（如图 2 所示），它通过构造通道信息关联矩阵表征任意两个通道之间的相互关系，并与通道因子

向量进行矩阵乘法加权求和，获得表征通道关系的特征向量后，将特征向量扩张成与特征图形状一致，

并与特征图逐元素相乘从而完成特征图中通道信息的差异性校准。 

 
Figure 2. Channel self-coordination attention structure 
图 2. 通道自协调注意力结构图 

给定输入特征图 C H WX R × ×∈ ，其中C 表示通道数量，H 表示特征图的高，W 表示特征图的宽。通道

自协调注意力的具体过程表示如下： 
( ) ( ( ( ( )) ( ( ) )) ( ( )))Att ExpandF X F GP X GP X GP X Xθ α β φΤ= ⋅              (1) 

其中GP 表示全局池化函数，θ 表示激活函数， ExpandF 表示扩张函数以及α β φ, , 表示一维卷积。首

先，采用GP 将单个通道中所有特征信息压缩成一个通道因子。挑选全局平局池化函数介绍池化操作，

仅选择一个通道 iX 表示此过程，如下所示： 

1 1

1( ) ( , )
H W

i i
p q

GP X X p q
H W = =

=
× ∑∑                            (2) 

( )GP X 表示特征图中所有通道压缩后的通道因子向量并采用一维卷积调整通道因子间关系表示为

( ( ))GP Xα ，获得另一个通道因子向量将其转置表示为 ( )GP X Τ 同样加上一维卷积，表示为 ( ( ) )GP Xβ Τ 。

将 ( ( ))GP Xα 和 ( ( ) )GP Xβ Τ 进行矩阵乘法，得到表征任意两个通道间相互关系的通道信息关联矩阵。接

着，对通道信息关联矩阵进行激活，将表征通道间关系的特征因子进行非线性激活后表示为

( ( ( )) ( ( ) ))GP X GP Xθ α β Τ 。同样，将特征图中通道进行压缩，得到通道因子向量 ( )GP X ，加上一维卷积

表示为 ( ( ))GP Xφ 。然后，将通道信息关联矩阵与通道因子向量进行矩阵乘法，使得 ( ( ))GP Xφ 中每一个

通道特征因子与信息矩阵的每一行对应相乘并相加，使得所有通道特征因子相互关联。接着将

( ( ( )) ( ( ) )) ( ( ))GP X GP X GP Xθ α β φΤ 通过 ExapndF 扩张成与特征图尺寸一致。最后，将扩张后的特征因子与特

X
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征图 X 逐通道相乘，校准不同通道对特征图的贡献程度。 

2.3. 时频掩蔽数据增强 

深度学习方法需要大量数据训练模型，有限的数据容易导致模型过拟合等问题。传统数据增强方法

通过扩充数据集规模，制造更多数据来训练模型解决此问题。然而随着数据集规模的增大，模型训练时

间也会增加。本节介绍的时频掩蔽数据增强，在训练过程中采用随机掩蔽输入特征，即随机掩蔽频谱图

的时频域（如图 3 所示），为模型在训练时制造干扰元素，避免扩充数据集规模，同时又提升模型性能。

假设梅尔频谱图中梅尔滤波器组的数量表示为 f ，时序帧数量表示为 t ，频率超参数表示为ω ，时序超参

数表示为τ 。掩蔽时频域数据增强分为掩蔽频域，掩蔽时域和掩蔽时频域三种形式。掩蔽时频域为在掩

蔽频域基础上，再掩蔽时域。因此仅介绍掩蔽频域和掩蔽时域，如下所示： 
（1）掩蔽频域：假设 Rf 为连续掩蔽的梅尔频率， Rf 从 0 到ω 的均匀分布中随机生成，表示为

(0, )Rf ω∈ 。 0f 为频率掩蔽起始点，从 0 到 Rf f− 中选择，表示为 0 (0, )Rf f f∈ − 。掩蔽频域的范围是

0 0( , )Rf f f+ 。 
（2）掩蔽时域：假设 Rt 为连续掩蔽的时序步长，Rt 从 0 到τ 的均匀分布中随机生成，表示为 (0, )Rt τ∈ 。

0t 为时序掩蔽起始点，从 0 到 Rt t− 中选择，表示为 0 (0, )Rt t t∈ − 。掩蔽时域的范围是 0 0( , )t t t+ 。 

 
Figure 3. Time-frequency masking data augmentation 
图 3. 时频掩蔽数据增强示意图 

 

3. 实验结果与分析 

3.1. 数据集和预处理 

本文使用的数据集是由 G. Tzanetakis 收集的 GTZAN[18]，在音乐流派分类方向被广泛地应用，极具
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代表性。它包含 1000 首歌曲，均匀地分布在十个流派中，每个流派 100 首歌曲，具体流派分别为 Blues、
Classical、Country、Hiphop、Jazz、Metal、Pop、Reggae 和 Rock。每首歌曲节选大约为 30 秒，采样频率

为 22050 Hz，16 位。本文将 GTZAN 中的歌曲，采样率统一调整为 16000 Hz，此操作将歌曲转成单声道

处理，避免原始歌曲中因多声道造成的信息重复。 
本文将歌曲转换成梅尔频谱图，令其为输入特征，其中短时傅里叶变换窗口长度为 512，窗口跳跃

大小为 256，频率分箱数为 128。GTZAN 数据集中数据量偏小，因此采用数据扩充操作。具体是将 GTZAN
中每一首歌曲采用滑动窗口算法切分成 11 个音乐片段（约 5 秒），每个切片之间重叠 50%，切分后的形

状为 313×128。在实验中将训练集，验证集和测试集的比例划分为 8：1：1，并保持流派间的平衡。此

外，单次实验结果的波动比较明显，本文采用十折交叉验证确保结果的稳定性，之后每次结果都是十次

运行后的平均值。 

3.2. 实验设置 

本文采用 PaddlePaddle 框架，显卡型号为 Tesla V100。优化器为 Adam[19]，Batch size 为 33，损失

函数为交叉熵（Cross Entropy），每一折数据训练 90 个 epochs，十折交叉验证一共训练 900 个 epochs。
初始学习率为 0.0001，学习率衰减方法为余弦衰减。在训练阶段，我们将所有音乐片段全部打乱进行训

练。在验证与测试阶段则是将同一首歌曲的所有片段连续排列进行验证和测试。并且，采用投票机制将

所有音乐片段的输出值相加，选择一个概率最大的流派作为这首歌曲的最终输出。 

3.3. 实验结果 
Table 1. Comparison of experimental results by different models 
表 1. 不同模型实验结果比较 

模型 特征 准确率 
KCNN(k=5) + SVM[18] Mel-spectrum etc. 83.9 % 

nnet2[8] STFT 87.4 % 
Transform learning[19] Convnet features 89.8 % 

Hybrid model[20] MFCC, SSD, etc. 90.0 % 
CNN-RNN with GLR[21] Mel-spectrogram 87.8 % 

MhaNN-SVM[22] Mel-spectrogram 88.4 % 
CNN-5 Mel-spectrogram 88.9 % 

CNN-5 + CSCA (本文) Mel-spectrogram 90.8 % 
 

本节中，将基于通道自协调注意力的 CNN-5 网络与多种方法现有方法进行了比较，结果汇总在表 1。
无论是早期的 KCNN+支持向量机（SVM 方法、基于卷积网络重新设计网络的 nnet2 方法、基于混合特

征和迁移学习的 Transform learning 方法、基于混合模型的 Hybrid model 方法、基于全局正则化 CNN-RNN 
with GLR 方法以及基于多头注意力机制的 MhaNN-SVM 方法分类精度都低于本文提出的模型。 

如图 4 所示，该混淆矩阵图呈现了基于通道自协调注意力的 CNN-5 网络在 GTZAN 数据集上预测结

果与真实结果的对比。对角线的数值越大，颜色越深表示该音乐流派类别的准确率越高。古典乐（Classical）、
金属乐（Metal）和爵士乐（Jazz）等音乐流派分类精度较高，尤其是古典乐分类精度达到 100%。而摇滚

乐（Rock）和流行乐（Pop）等流派分类精度较低。从音乐曲风和器乐与人声构成角度分析：古典乐和爵 
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Figure 4. Confusion matrix of model 
图 4. 模型混淆矩阵 

士乐曲风规整，形式统一，同时人声占比较少。虽然金属乐内容丰富，但是曲风仍旧比较统一。因此都

容易被模型所预测。值得注意的是：表 2 中古典乐的 Precision 指标不是最高，此指标是评价模型预测流

派为古典乐的歌曲中，实际歌曲流派为古典乐的比重占多少。这表明：虽然古典乐容易被识别，但与其

曲风类似的爵士乐（Jazz）同样容易被误分类为古典乐。摇滚乐和流行乐曲风多变人声占比突出，而人

声不具有流派倾向。因此，导致了识别率低。正是由于摇滚乐和流行乐难以预测，其它流派歌曲被误分

类为摇滚乐和流行乐的概率也很低，它们的 Precision 指标反而升高了。 
Table 2. Analysis results of confusion matrix 
表 2. 混淆矩阵分析结果 

Classification Precision Recall F1-score 
Blues 0.94 0.93 0.93 

Classical 0.94 1.00 0.97 
Country 0.86 0.89 0.88 

Disco 0.84 0.94 0.89 
Hiphop 0.95 0.93 0.94 

Jazz 0.96 0.95 0.95 
Metal 0.89 0.97 0.93 
Pop 0.9 0.82 0.86 

Reggae 0.95 0.91 0.93 
Rock 0.85 0.74 0.79 

 

 

4. 结论 

本文提出了基于通道自协调注意力的 CNN-5 网络用于音乐流派分类，CNN-5 网络用来提取频谱图的

纹理和轮廓等低级特征以及高级语义信息，而通道自协调注意力通过自适应地校准卷积后特征图中不同

通道的贡献程度，突出了携带重要特征信息的通道。本文还研究了全局池化函数和激活函数对通道自协

调注意力的影响。全局平均池化函数通过平均池化操作保留了通道中所有的特征信息，效果优于全局最

大池化函数。Sigmoid 函数单独对通道因子向量中每一个特征因子进行激活，激活后的数值范围恒定，在

三种激活函数中，Sigmoid 函数性能最佳。此外，时频掩蔽数据增强也进一步提升了模型性能。本文提出
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的模型属于监督学习方法需要人工标注数据，在未来的工作中无需标注数据的自监督学习值得关注。 
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